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RESUMO 

 

O Brasil é um país em que predomina o clima tropical. Todas as minas da Vale, 

independentemente da commodity (ferro, manganês e ou cobre), sofrem o impacto 

das condições climáticas adversas, principalmente nos períodos chuvosos, com 

neblinas intensas, que interferem fortemente nas operações, reduzindo e/ou 

interrompendo os processos de lavra em determinados períodos do dia. Até o 

presente momento não foi desenvolvida uma tecnologia que viabilize com segurança 

a operação dos caminhões nos períodos de neblina intensa, bem como diminuir os 

riscos de perdas materiais significativas nos equipamentos em operação. As câmeras 

convencionais, já usadas para auxílio em manobras, geram imagens no formato RGB 

e possuem alcance elevado. Porém, em condições adversas, a visibilidade não é 

diferente do olhar humano, dificultando a identificação de obstáculos e até mesmo a 

pista de rolagem dos equipamentos. A possibilidade de incluir o sistema de laser pode 

auxiliar a operação em condições adversas, incluindo neblina, chuva e pouca 

luminosidade. A fusão dos dados da câmera RGB com a varredura laser deve auxiliar 

a operação dos equipamentos, identificando obstáculos e estradas com maior 

confiabilidade. O estudo proposto consiste em investigar técnicas capazes de fornecer 

informações sobre a estrada e obstáculos considerando imagens RGB e uma nuvem 

de pontos de varredura laser, assim como sua fusão. No processamento são utilizados 

filtros e redes neurais para o processamento de imagens, e algoritmos de identificação 

de aglomerados ou planos para processar nuvens de pontos. Para esse estudo as 

estratégias propostas para identificação de objetos por imagem atingiram 90% de 

acerto e as estratégias de identificação através da nuvem de pontos alcançaram 91% 

de acerto. Porém, quando o processamento é realizado com a fusão dos dados dos 

sensores 95% dos obstáculos são identificados. Apesar desta pesquisa consistir numa 

etapa preliminar inserida num projeto de escopo maior, os resultados obtidos com o 

processamento de dados podem ser considerados satisfatórios. 

 

 

Palavras-chave: Fusão de imagens, câmeras RGB, laser, nuvem de pontos. 
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ABSTRACT 

 

Brazil is a country where the tropical weather is predominant. All Vale's mines, 

regardless of the commodity (iron, manganese, nickel, phosphate and copper), suffer 

impact of the adverse weather conditions, especially on the rainy season, with heavy 

fog, which strongly affects operations, reducing and/or interrupting the processes of 

mining outdoor in specific periods of the day. Up to the present moment it has not been 

developed a technology which could make feasible with security the off road operations 

on periods of heavy fog, as well as to reduce risks of significant material loss in 

equipments during operation. The conventional cameras, already used to assist 

maneuvers, generate images in RGB format and have increased range. However, in 

adverse conditions, the visibility is not different from the human eye, making difficult 

the identification of obstacles and even the equipment's rolling track. The possibility of 

including a laser system can support the operation in adverse conditions including fog, 

rain and poor visibility. The data fusion of RGB camera with sweep laser should support 

the equipments operation indentifying obstacles and roads with more reliability. The 

proposed study evaluates techniques capable to provide information regarding the 

road and obstacles considering RGB and a sweep laser cloud of points, such as its 

fusion. The strategy use filter and neural nets for images process, and algorithms of 

clusters identification or plans to process clouds of points. For this study the 

identification of objects by image reached 90%, through the cloud of points reached 

91%. However, using data fusion allows to correctly identify 95% of the objects in the 

environment. Although this research consists in a preliminary stage inserted in a 

project of greater scope, the results obtained with data process can be considered 

satisfactory. 

 

 

Keywords: Picture fusion, RGB cameras, laser, cloud points. 
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1. INTRODUÇÃO 

As minas da Vale no Brasil, em que predominam o clima tropical, sofrem o impacto 

das condições climáticas adversas, principalmente nos períodos chuvosos, com 

neblinas intensas. 

Algumas pesquisas indicam que os acidentes em mineração estão relacionados 

a um de três fatores contribuintes: fator humano, fator veicular e fator viário-ambiental. 

Assim o investimento adequado em treinamentos para operadores e outros usuários 

da via, padrão de fabricação e manutenção dos equipamentos, projetos de normas e 

manutenção de vias, podem prevenir acidentes de tráfego. Além disso, as tecnologias 

embarcadas nos veículos podem bloquear o comportamento ou reduzir o tempo de 

resposta humano cada vez mais, prevenindo acidentes ou minimizando seus impactos 

(OECD, 2012). 

Para os caminhões do setor de mineração, em que o risco de acidentes é causado 

principalmente por comportamento humano e condições adversas de visibilidade, um 

sistema de identificação de obstáculos poderia aumentar a segurança de operação. 

Trafegar em uma mina depende de inúmeras variáveis e uma delas é a condição 

climática e a luminosidade na mina, que pode prejudicar a visibilidade do operador. 

Atualmente para este caso a solução mais segura é interromper a produção. 

O gráfico da Figura 1 resume as perdas operacionais da frota de transporte por 

mina do ano de 2010 a 2013 devido a condições climáticas adversas para os sistemas 

de produção de ferrosos. O perfil de perdas representa o percentual de horas paradas 

devido a visibilidade em relação ao total de horas ociosas. As perdas operacionais 

obtiveram uma média de 7,99% de perdas anuais, sendo que em períodos chuvosos 

as perdas podem chegar a 10,48% da produção. Em termos de redução de custos, a 

baixa produtividade das frotas de transporte, com redução da utilização dos 

equipamentos, impacta fortemente nos custos operacionais (US$/ton movimentada). 

Na região amazônica, as perdas são muito significativas em Carajás, Salobo e 

Sossego, principalmente nas estações chuvosas, onde o clima quente e úmido 
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favorece a evaporação e a geração de neblina. As chuvas torrenciais, que reduzem 

significativamente a visibilidade, como mostra a Figura 2, também contribuem 

fortemente para a redução da produtividade nas minas a céu aberto. 

 

Figura 1: Perfil de perdas anuais nas minas de ferrosos da Vale por condições adversas de clima (Relatório de 
Acompanhamento Proj. Direção Assistida 2017). 

É de grande importância para o setor mineral viabilizar a operação dos 

equipamentos mesmo em condições de baixa visibilidade do operador. A redução das 

horas ociosas devido à falta de visibilidade permite aumentar a produtividade dos 

ativos de uma mina, e ao mesmo tempo mantém a operação segura. 

O aumento da produtividade dos equipamentos impacta positivamente na 

produção da mina ou então, na redução de custos, possibilitando produzir a mesma 

quantidade de minério com uma frota mais enxuta.  

 

Figura 2: Condições de visibilidade em situações adversas (Treinamento de Direção de Mina - Vale, 2012). 
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Até o presente momento não foi desenvolvida uma tecnologia que viabilize a 

operação dos caminhões nos períodos com chuva e neblina. Operar na mina a céu 

aberto com baixa visibilidade compromete a segurança dos operadores, bem como 

aumentam os riscos de perdas materiais significativas nos equipamentos em 

operação. 

Este trabalho consiste em uma etapa preliminar do ñProjeto de Dire­«o Assistidaò, 

que é descrito na próxima seção. Por motivos de simplificação, será realizado com 

dados obtidos em boas condições de visibilidade utilizando apenas dois sensores: 

laser 3D de múltiplos feixes e câmera de vídeo RGB. Também é importante ressaltar 

que todo o processamento será realizado através de fotos e nuvem de pontos 

estáticos em um processamento off-line. Validando as técnicas estudadas, é possível 

migrar para os cenários mais desafiadores de visibilidade e processamento através 

de vídeo em trabalhos futuros. Os resultados e conhecimento adquirido neste trabalho 

auxiliarão e integrarão o ñProjeto de Dire­«o Assistidaò, que possui maior escopo e 

complexidade. 

1.1 Projeto de Direção Assistida 

O SENAI/CIMATEC está desenvolvendo, em parceria com a empresa VALE S.A. 

e o Instituto Tecnol·gico Vale (ITV), o projeto ñSistema de Direção Assistida para 

Caminhõesò, com apoio da Empresa Brasileira de Pesquisa e Inovação Industrial 

(EMBRAPII). 

Como citado anteriormente, grande parte dos acidentes envolvendo direção de 

veículos ocorre por falha humana. Tais riscos aumentam consideravelmente em 

condições de baixa visualização provocada por chuva, neblina e poeira. Além disso, 

o problema de condução de veículos em condições adversas também corresponde a 

um entrave crítico no desenvolvimento e utilização de veículos autônomos. 

O projeto ñSistema de Dire­«o Assistidaò propõe o desenvolvimento de uma 

interface de fácil acesso ao usuário, projetada em um painel ou para-brisa do veículo 

utilizado para transporte do minério nas dependências de uma mina. A solução 
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disponibilizará dados referentes à localização, rota, obstáculos e velocidade que serão 

captados por dispositivos instalados no veículo. Dessa forma, entende-se que o 

sistema estará conectado a um conjunto de sensores independentes ao sistema do 

veículo, coletando e realizando a fusão dos dados dos sensores e seu processamento 

computacional para que em seguida possa exibi-lo para o usuário (motorista do 

veículo). 

O sistema será composto por um conjunto de sensores (câmeras, laser, radar, 

GPS) capazes de perceber o ambiente ao redor do equipamento e um display onde 

são apresentadas informações gráficas ao motorista para auxiliar a direção do 

equipamento conforme apresentado na Figura 3.  

 

Figura 3: Visão conceitual: Disposição do hardware para exibição da interface gráfica (Relatório de 
Acompanhamento Proj. Direção Assistida 2017). 

Os hardwares adicionados ao equipamento são descritos abaixo como: 

¶ Driver Vision Area - Área de Visão do operador/motorista, espaço retangular 

que permite ao operador visualizar o trecho.  

¶ Transparent Panel for Projection ï Painel ou película transparente para 

projeção. É um tipo de película especial que permite a exibição das imagens 

provenientes dos projetores a laser.  
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¶ Laser Projector ï Equipamento de projeção de imagem RGB na área de visão 

do operador. 

Na Figura 4 é apresentado o conceito da interface a ser exibido para o usuário 

tendo como alguns requisitos obrigatórios: 

¶ Informações visuais ao operador para a condução do veículo sem visibilidade; 

¶ Representação de obstáculos visualmente para o operador; 

¶ Exibição das distâncias dos obstáculos existentes na rota. 

 

Figura 4: Interface para o painel do operador (Relatório de Acompanhamento Proj. Direção Assistida 2017). 

A interface proposta apresentará um painel a fim de manter a atenção do operador 

na tarefa central que é a direção do veículo. O painel contém informações como 

velocidade, distância e velocidade média. Avisos serão exibidos em forma de cards 

na parte superior da tela, e também há informações ou avisos plotados na tela para 

informar sobre obstáculos próximos. Uma rota deve ser exibida para orientar a 

direção, e sendo desejável também que sejam plotados os limites do trecho/estrada, 

além do pequeno mapa na parte inferior da tela. A interface com o usuário preza por 

simplicidade e leveza, contendo poucos elementos visuais.  

O back-end ou motor de processamento de dados deve ser construído utilizando 

as linguagens C, C++ e Python, lógica a ser seguida pela interface utilizando 

componentes em QML (Qt Meta Language). Futuramente poderão ser identificadas 

outras necessidades ou mesmo a inclusão de outras linguagens ou frameworks que 

possam auxiliar ou melhorar a experiência do usuário. 
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Como descrito anteriormente, o sistema será composto por um conjunto de 

sensores (câmeras, laser, radar, GPS) capazes de perceber o ambiente ao redor do 

equipamento. Porém, as informações coletadas pelos sensores devem ser 

processadas, filtradas e fundidas em uma única imagem para o operador. 

Esta dissertação tem como foco testar somente dois tipos de sensores, câmera 

RGB e laser, para suportar o projeto ñSistema de Dire­«o Assistidaò e posteriormente 

somar com o processamento e informações dos demais sensores.  

1.2 Motivação 

Nos últimos anos, os veículos autônomos estão cada vez mais inseridos no setor 

de mineração. O crescimento dessa tecnologia permite direcionar pesquisas com o 

objetivo de aumentar a segurança no trânsito, oferecer conforto e outras facilidades 

para o usuário. Essa tecnologia pode também melhorar a eficiência do transporte de 

cargas e passageiros e reduzir os impactos ambientais (HABERMANN, 2016). 

Uma importante motivação para esse estudo foi buscar uma solução que não 

dependa de estruturas externas dos equipamentos. A proposta é que os sensores 

sejam instalados no próprio equipamento. 

1.2.1 Aplicações no setor de Mineração 

Uma pesquisa realizada em (Ramos, 2008) descreve que as operações do setor 

de mineração no futuro incluirão: 

¶ Os equipamentos de mina terão sensores usados para fornecer dados da face 

das bancadas de lavra e praças de operação; 

¶ Os caminhões de mineração serão autônomos e portadores de sensores para 

processamento e atualização do avanço da mina; 

¶ Ferramentas de estatística e probabilidades permitirão mapear o minério 

através dos sensores instalados na mina ou nos equipamentos móveis. 
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Equipamentos inteligentes vêm se tornando cada vez mais atrativos na cadeia de 

produção mineral, caminhões, tratores, perfuratrizes, carregadeiras operadas 

remotamente além de aplicações de logística automatizadas por uma central de 

operações. Na mineração vêm crescendo a utilização dessas soluções e 

equipamentos, visando melhorar o desempenho, condições de saúde e segurança, 

buscando afastar os trabalhadores das áreas de risco (FREITAS, 2015). 

Uma pesquisa realizada em (BACKBLOM, 2010) com o objetivo de desenvolver 

uma projeção da mina no futuro para as multinacionais do setor mineral que investem 

na automação e pesquisa da área de tecnologia da mineração descreve diversas 

melhorias em relação à mineração nas próximas décadas: 

¶ Não haver acidentes pessoais e materiais; 

¶ Contribuir para sustentabilidade ambiental das mineradoras reduzindo a 

emissão de CO2, uso de energia elétrica sustentável e redução dos rejeitos; 

¶ A competitividade das empresas será através de investimentos em tecnologia 

para melhorar os processos como: 

Á Central de operações: recebe os dados processados da qualidade do 

minério, da equipe técnica e dos sensores, possibilitando os ajustes mais 

precisos na operação; 

Á Redução da presença de pessoas nas áreas operacionais: as 

operações e coleta de dados, incluindo o mapeamento geológico, serão 

controlados a distância. Existirão equipamentos automatizados para 

executar as manutenções dos equipamentos em campo; 

Á Lavra contínua: fluxo de lavra sem interrupção de troca de operações ou 

por baixa visibilidade operacional. O fluxo de lavra contínuo é de grande 

importância para o aperfeiçoamento do setor mineral. 

Atualmente, devido às incertezas associadas à qualidade do minério, ao estado 

de conservação dos equipamentos e improdutividade operacional as mineradoras 

operam de maneira conservadora para cumprir a demanda dos clientes e garantir o 

lucro da operação (FREITAS, 2015). 
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1.3 Objetivos 

O objetivo principal desta dissertação é investigar técnicas de processamento de 

dados de dois sensores, câmera RGB e laser, bem como sua fusão para auxiliar a 

identificação de objetos e estradas durante a operação dos equipamentos de 

mineração.  

Atualmente existem diversas técnicas de processamento de dados e faz parte dos 

objetivos compreender quais podem auxiliar no estudo. Um dos desafios principais é 

desenvolver um algoritmo computacional para realizar o processamento dos dados 

dos sensores lasers tipo LiDAR e câmera RGB trabalhando em conjunto. O algoritmo 

deverá identificar os principais objetos ou obstáculos à frente do equipamento e os 

limites de uma pista dentro de um ambiente de mineração. 

Esse estudo consiste numa etapa preliminar de processamento de dados inserida 

no ñProjeto de Dire­«o Assistidaò que possui um escopo maior. Nesta etapa, por 

motivos de simplificação, são utilizados cenários em boas condições de iluminação, 

devido à complexidade de coletar dados em diversas condições de visibilidade em 

ambiente de mina. 

1.3.1 Objetivos Específicos 

Os objetivos específicos deste estudo consistem em:  

¶ Obter dados de cenas do ambiente de mineração a céu aberto, ainda sem 

condições adversas; 

¶ Validar técnicas de processamento das imagens capturadas pela câmera 

RGB e a nuvem de pontos do laser como remoção de ruídos, filtrar os dados 

e evidenciar pontos de interesse; 

¶ Elaborar algoritmo computacional para identificação de obstáculos e pista de 

rolagem através dos sensores individualmente; 

¶ Aplicar técnicas de fusão de dados dos sensores para identificação das áreas 

ou pontos de interesse; 
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¶ Aplicar técnicas estruturadas de processamento de imagem e nuvem de 

pontos propostas por outros pesquisadores para o ambiente de mineração. 

1.4 Organização da Dissertação 

Esta dissertação é composta por cinco capítulos. Este capítulo introduz o assunto 

abordado durante a pesquisa, descrevendo o problema encontrado na operação de 

mina a céu aberto, os objetivos desejados e considerações sobre trabalhos na área. 

O referencial teórico e fundamentação científica são apresentados no Capítulo 2. 

Nessa etapa serão apresentadas as considerações sobre operação de veículos em 

condições adversas, os sensores usados para auxiliar ou operar equipamentos e 

veículos, técnicas de detecção de obstáculos durante seu trajeto, uma descrição sobre 

câmera RGB e imagem digital junto com nuvem de pontos com mapeamento laser, 

que serão os dois sensores usados neste relatório. 

O Capítulo 3 apresenta o modelo de câmera RGB para coleta das imagens 

digitais, e o sensor Velodyne para captura da nuvem de pontos. Neste mesmo capítulo 

serão apresentados os métodos de calibração dos dois sensores, coleta de dados e 

informações em ambiente urbano e de mineração e o processamento de dados da 

imagem digital com nuvem de pontos. 

Os resultados serão apresentados no Capítulo 4, sendo mostrado um 

processamento da imagem digital em ambiente urbano e de mineração, resultados da 

calibração dos sensores e o processamento dos dados para detecção de obstáculos 

e pista de rolagem. 

No Capítulo 5 será apresentada a conclusão da dissertação, assim como as 

sugestões para trabalhos futuros. 
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2 REFERENCIAL TEÓRICO E FUNDAMENTAÇÃO CIENTÍFICA 

Os estudos sobre veículos inteligentes começam no final da década de 50 de 

forma muito precária e com mais abrangência dos anos 70 e 80 em diante, de modo 

mais abrangente. Porém, os avanços foram mais significativos com a iniciativa de 

países europeus em investir nessa tecnologia, dando início ao projeto PROMETHEUS 

(Williams, 1992). Após o projeto PROMETHEUS, existiram outras iniciativas que 

fomentaram os estudos para veículos inteligentes (HABERMANN, 2016). 

Pesquisas para identificação de objetos como o DBSCAN (Clusterização Espacial 

Baseada em Densidade de Aplicação com Ruído) descrito em (ESTER, 1996), que 

identifica agrupamentos de pontos de forma arbitrária e de diferentes tamanhos, 

começaram a contribuir para o desenvolvimento de técnicas usadas para o estudo de 

veículos inteligentes. Sem qualquer informação preliminar sobre os dados o DBSCAN 

separa os ruídos e identifica os aglomerados de pontos. Atualmente diversas linhas 

de pesquisa utilizam o método descrito para identificação de obstáculos para veículos 

inteligentes (GAVA et al., 2013). 

A pesquisa de (PISANO et al., 2008) revela que a grande maioria dos acidentes 

envolvendo direção de veículos ocorre por falha humana e estes riscos aumentam 

consideravelmente em condições climáticas adversas, incluindo a presença de chuva, 

neblina e poeira. Desta forma, os estudos de sistemas de direção assistida, ou auxílio 

ao motorista, vêm recebendo grande atenção ao longo dos anos. Além disso, o 

problema de direção em condições climáticas adversas também corresponde a um 

entrave crítico no desenvolvimento e utilização de veículos autônomos. 

Para (GAVA et al., 2013), os veículos inteligentes necessitam de mais de um tipo 

de sensor, devido a aplicabilidade de cada um deles em diversos ambientes 

diferentes. No caso da utilização de múltiplos sensores com diferentes resoluções e 

princípios de funcionamento, é necessário também o emprego de técnicas de fusão 

de dados.  

Num estudo realizado em (PINHO et al, 2005) define a fusão de dados como 

conceitos e ferramentas para união de dados ou informações de origens distintas com 
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objetivo de aumentar a qualidade das informações. Qualquer interação de dados 

oriunda de diferentes origens capaz de melhorar a análise pode ser considerada como 

fusão. 

Uma questão inicial consiste em avaliar quais sensores podem ser utilizados para 

o mapeamento de ambientes. Uma análise de sensores e técnicas de instrumentação 

a serem empregadas em veículos autônomos é apresentada em (PEYNOT et al., 

2009), incluindo odometria com encoders (dispositivos eletromecânicos que através 

da rotação de seu eixo reproduzem ou contam sinais eletrônicos), unidades inerciais, 

compassos geomagnéticos ou sensores Doppler (dispositivo que observa ondas 

quando refletivas ou emitidas de um objeto em movimento) para medição de 

movimento e identificação de objetos através de sonar ou aplicação de técnicas de 

visão computacional.  

Cada um dos instrumentos de medição previamente mencionados é mais 

adequado a uma determinada condição de operação, de forma que não existe um 

sensor ideal com desempenho ótimo para mapeamento de ambientes com presença 

de chuva, neblina e poeira. Uma solução mais robusta consiste então em combinar 

vários instrumentos de medição para mapear ambientes naturais (ROSERO, 2017). 

Outras iniciativas isoladas mostraram interesses em desenvolver veículos 

inteligentes, mas elas ganharam visibilidade quando a agência americana DARPA 

(Agência de Projetos de Pesquisa Avançada de Defesa) começou a estimular 

pesquisas nessa área com o DARPA Grand Challege realizado em 2005 com a 

participação de diversas equipes (Buehler, 2009). 

Conforme (GROETELAARS, 2011), quando é necessário o uso de diversos 

instrumentos simultâneos se faz necessário converter os dados de sensores em 

modelos complexos para criação de superfícies e sólidos. Para conversão geralmente 

são utilizadas as etapas de planejamento, aquisição de dados, pré-processamento, 

processamento, análise de precisão do modelo e a exportação dos resultados 

encontrados. 



 

 

23 

 

Para (ZHAO et al., 2014), a fusão dos dados geométricos dos sensores com 

imagens digitais pode ser realizada de diversas formas diferentes Uma delas é a lógica 

fuzzy (forma de lógica multivalorada onde os valores lógicos estão entre zero, sendo 

falso e um, sendo verdadeiro) para o processo de fusão de dados. A lógica fuzzi 

permite modelar funções não lineares de alta complexidade, tolera resultados 

imprecisos dos dois sensores e é uma estrutura de fusão de dados flexível, sendo que 

os resultados de mais sensores podem ser integrados ao sistema. 

Como descrito em (PAVAN, 2015), o uso do LASER scanning para reconstrução 

tridimensional de ambientes internos e principalmente externos vem crescendo de 

forma exponencial. Esse equipamento utiliza laser com alta capacidade de 

escaneamento do ambiente e devido à quantidade de feixes de lasers é possível criar 

diversas nuvens de pontos do mesmo ambiente de forma rápida e com precisão 

representando um novo modelo geométrico tridimensional. 

Num estudo realizado em (KELLY et al., 2016) é apresentado um sistema que 

utiliza potenciômetro, encoder, DGPS (Differential Global Positioning System) e radar 

para determinar a posição; sensor de toque, lasers, câmeras coloridas, térmicas e 

estéreo para mapear o ambiente e detectar obstáculos presentes no caminho do 

veículo. Uma solução diferente apresentada em (PEYNOT et al., 2009), utiliza um 

sistema com GPS para obter a posição do veículo, integrados com lasers, radar, 

câmeras coloridas e infravermelha para o mapeamento do ambiente. 

A nuvem de pontos é confiável para detecção de obstáculos, mas não possui 

informações para realizar uma classificação confiável de categorias de objetos 

específicos (ZHAO et al., 2014). Por isso, muitos pesquisadores utilizam câmeras a 

cores quando é necessário classificação de objetos.  

Para (HWANG et al., 2016), o sensor mais popular para veículos inteligentes é o 

sensor laser LiDAR (Light Detection And Ranging). O princípio de funcionamento 

desse sensor é baseado no chamado ñtempo de v¹oò, utilizado para medir a distância 

entre os objetos e o sensor. 
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Para (HABERMANN, 2016), o desenvolvimento de um veículo inteligente, ou até 

mesmo com interação com o motorista, exige conhecimentos em diversas áreas, 

como processamento de imagem digital, mapeamento de ambiente com uso de laser, 

sistemas de posicionamento global e outros sistemas similares. Os sistemas principais 

para um veículo inteligente podem ser observados na Figura 5. 

 

Figura 5: Sistemas principais para um veículo inteligente (HABERMANN, 2016). 

Abaixo segue a descrição dos principais sistemas para um veículo inteligente: 

¶ Sensoriamento: responsável por receber os dados dos sensores: radar, 

câmeras de imagem, laser e GPS; 

¶ Percepção: é responsável por calcular a velocidade, o posicionamento, 

identifica obstáculos e estradas ao redor do veículo e coleta informações das 

sinalizações presentes nas vias; 

¶ Planejamento e Controle: tem a responsabilidade de gerar os sinais 

eletrônicos para o controle da direção e atualiza a trajetória do veículo; 

¶ Interface com o veículo: envia sinais mecânicos ou eletrônicos para sistemas 

de freios, sistemas de emergências e outros mais; 

¶ Interface com o usuário: seleciona quais informações devem ser 

apresentadas ao usuário do veículo; 

¶ Serviços globais: realiza a comunicações e atualizações de software e 

armazena informações do veículo. 
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2.1 Sistemas de cores aditivas 

Quando se trata das cores, primeiramente devemos considerar a conformação do 

olho humano. Os seres humanos possuem uma visão tricrômica, ou seja, vemos todas 

as cores baseadas na combinação de intensidade das cores vermelha, o azul e verde 

(PONCE e FORSYTH, 2012).  

Numa pesquisa realizada em (SCURI, 2002) revela que a luz é outro assunto 

importante para se entender as cores. A luz visível faz parte de um conjunto de 

vibrações eletromagnéticas, onde somente uma parte é percebida pelos olhos. A 

oscilação dos movimentos dos elétrons define o comprimento de onda, que pode ser 

em quilômetros ou centímetros (Figura 6). 

 

Figura 6: (a) Ondas curtas com alta frequência e (b) Ondas longas com baixa frequência. (SCURI, 2002). 

Quando a oscilação aumenta, a amplitude da onda diminui, ou seja, o espaço 

percorrido é menor, ao se aproximar de nanomilímetros, o elétron libera um fóton e 

então temos a luz visível. Caso essa vibração continuasse teríamos os raios-x, raios-

gama e assim por diante ilustrado na Figura 7 (SCURI, 2002). 

A luz visível se encontra entre o tamanho de 370nm e a frequência de 790 THz e 

vai até 750nm e a frequência de 400 Thz. Esta por­«o ® chamada de ñespectro vis²velò 

(SCURI, 2002). 
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Figura 7: Comprimento de Onda e Espectro visível (SCURI, 2002). 

Conforme (PENHARBEL et al., 2013), o sistema de imagens RGB, que é a 

abreviação do sistema de cores aditivas formada por vermelho (Red), verde (Green) 

e azul (Blue), representados na Figura 8(a), também tem o principal propósito de 

reproduzir cores em dispositivos eletrônicos como televisores, computadores, 

retroprojetores e demais dispositivos. 

As cores aditivas RGB podem ser caracterizadas por um cubo, onde suas 

dimensões representam o lado R, o comprimento G e a altura B. A representação do 

formato RGB, na forma de cubo está ilustrada na Figura 8(b) onde é possível observar 

que as cores parecidas podem ser representadas por diversos valores de RGB 

podendo formar uma imagem digital (PENHARBEL et al., 2013). 

 

(a)                                                                                                   (b) 

Figura 8: Sistema de cores RGB e Representação do cubo RGB. 
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2.2 Representação da imagem digital 

A imagem digital pode ser capturada por câmeras fotográficas ou de vídeo. Estes 

sensores são capazes de coletar a energia proveniente do objeto, transformar o sinal 

para que possa ser registrado e apresentado de forma adequada à extração de 

informações. As câmeras são classificadas como sensores passivos, ou seja, não 

possuem uma fonte de radiação; elas medem a radiação solar refletida pelos objetos 

(SOUZA e CARDOZA, 2012). 

Para (GONZALEZ et al., 2007), a imagem na Figura 9 pode ser representada por 

uma função bidimensional de f(X, Y), onde X e Y indicam as coordenadas espaciais e 

f(X, Y) indica a intensidade do nível de cinza da imagem na dada coordenada (X, Y). 

Para o processamento computacional, a imagem digital pode ser representada 

como uma de matriz M x N, onde cada posição ὃ  indica um ponto da imagem e o 

valor contido nele representa a intensidade de brilho ou as cores RGB, como 

representado na Equação (1). Cada um dos pontos são denominados de pixel 

(ñPicture Elementsò) (GONZALEZ et al., 2007).  

 

Figura 9: Convenção dos eixos para representação de imagens digitais (GONZALES et al., 2007). 

 Ὢὢȟὣ ḙ

Ὢπȟπ Ὢπȟρ
Ὢρȟπ Ὢρȟρ

Ễ
Ὢπȟὔ ρ
Ὢρȟὔ ρ

ể     ể Ệ ể
Ὢὓ ρȟπ Ὢὓ ρȟρ Ễ Ὢὓ ρȟὔ ρ

 (1) 
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2.2.1 Processamento da Imagem Digital 

Segundo (EASTON, 2010), as etapas de processamento de imagens digitais 

podem ser classificadas em duas abordagens principais, por escopo ou por resultado. 

Por escopo tem maior relação com as técnicas de processamento, enquanto por 

resultado está relacionada com a resposta de cada técnica. 

A qualidade de imagem digital pode ser dividida em duas categorias: fidelidade e 

inteligibilidade. Processamentos que exigem fidelidade tem o objetivo de aproximar a 

imagem processada com a imagem original. Processamentos que se preocupam com 

a informação que se pretende extrair da imagem por algum processamento são 

classificados na categoria de inteligibilidade. Os programas para edição da imagem 

precisam ter cuidado com a fidelidade na forma de representar a cor, formas e 

texturas. Os programas de processamento, para reconhecimento e identificação de 

objetos, rostos e etc, são mais tolerantes com a baixa fidelidade das imagens (SCURI, 

2002).  

Para (SCURI, 2002), as etapas do processamento de imagens consistem em 

análises qualitativa e quantitativa. Cada análise possui outras subdivisões como 

ilustrado na Figura 10. 

 

Figura 10: Sequência de etapas do Processamento de Imagens (SCURI, 2002). 
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As principais etapas do processamento de imagens consistem em: 

¶ Restauração/Realce: busca compensar distorções específicas geradas na 

aquisição. Também é possível identificar a função da deformação e aplicá-la 

sobre a imagem deformada. São exemplos de reestruturação a correção de 

imagens sem foco e borradas por movimento; 

¶ Segmentação: definição de região de interesse relacionadas com os objetivos 

encontrados. São necessárias etapas de Segmentação para isolar regiões e 

etapas de Extração de Atributos para encontrar diversos parâmetros. 

Operações mais comuns são as de limiarizacão por um limiar: pixels com 

intensidade acima de um determinado valor se tornam brancos, os demais se 

tornam pretos, obtendo assim uma imagem binária; 

¶ Extração de Atributos: a partir das imagens binárias é possível extrair os 

dados apenas das regiões segmentadas como: número de objetos, 

propriedades geométricas, como área, perímetro, largura máxima e mínima, 

atributos relacionados a forma incluindo circularidade, concavidade, atributos 

relacionados a luminância como a média do nível de cinza de cada região, 

desvio padrão de cinza e também propriedades associadas a textura de cada 

região; 

¶ Classificação: com as informações coletadas, é possível diferenciar objetos 

da imagem, separando classes distintas de acordo com sua semelhança. Esse 

processo é complexo e existem diversos níveis de automação; 

¶ Reconhecimento: os processos mais sofisticados permitem reconhecer 

diferentes objetos através de técnicas de inteligência artificial que podem ser 

treinadas. 

Para detecção de áreas de interesse ou objetos podem ser usados métodos 

baseados na detecção de bordas, tais como: Sobel e Roberts. 

O filtro Roberts utiliza duas matrizes quadradas de ordem dois ilustradas na Figura 

11, deslocadas em 90° para identificar as variações nas direções X e Y.  
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Semelhante ao filtro Roberts, o filtro Sobel também utiliza duas máscaras 

deslocadas em 90° para identificar variações nas direções X e Y. Essas máscaras 

identificadoras de bordas devem obter resposta de um valor máximo quando as 

mesmas estiverem orientadas em 45°(DIAS et al., 2011).  

As máscaras são convoluídas com a imagem original e o resultado é obtido com 

a magnitude de cada direção. O filtro Sobel é menos sensível ao ruído devido as 

máscaras serem quadradas de ordem três ao invés de ordem dois (SANCHES et al., 

2015). O filtro Sobel é usado neste estudo nas etapas de calibração dos sensores e 

identificação da estrada nas imagens RGB (GONZALEZ et al., 2007). As máscaras de 

cada filtro são ilustradas na Figura 11. 

 

Figura 11: Máscara detectores de bordas e derivadas de primeira ordem (GONZALES et al., 2007). 

2.3 Sistema Laser Scanner 

O sistema laser scanner pode ser utilizado para gerar uma nuvem de pontos de 

duas ou três dimensões. O sistema gera pulsos de laser que são direcionados para o 

ambiente até ser interrompido por objetos ou pelo alcance do sensor. Tais objetos 

refletem os pulsos que retornam para o laser. Dessa forma, a distância entre o objeto 
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e o sensor pode ser calculada através do intervalo de tempo existente entre a emissão 

e reflexão de cada pulso emitido (DALMOLIN & SANTOS, 2004). Esse sistema de 

funcionamento é conhecido como ñtime of fligthò (Figura 12) (BOEHLER et al., 2002). 

 

Figura 12: Princípio de time os flight (MAIA, 1999). 

 

Para determinar as distâncias dos objetos é medida a variação de tempo (ɝÔ) que 

o sinal precisa para percorrer do sensor até o objeto, e então retornar ao sensor. Com 

base na velocidade da luz (c = 300x103 km/s) se calcula a distância (D) entre o objeto 

e o sensor considerando somente metade do valor, pois o tempo medido é de envio e 

retorno do sinal. Assim chega-se na Equação (2) (LICHTI & HARVEY, 2002): 

 Ὀ  
ρ

ς
ȢὧȢЎὸ (2) 

Os sensores laser captam distâncias relativas a si mesmo em coordenadas 

polares para sensores 2D sendo raio ὶ e azimute θ . Para sensores 3D as coordenadas 

são esféricas sendo raio ὶ, elevação e azimute .θ É necessária a conversão dos ‫ 

dados esféricos do sensor para coordenadas cartesianas. A Figura 13 lista as 

fórmulas para converter as coordenadas esféricas (ὶȟ‫ȟ‌ em um sistema de 

coordenadas formado pelos vetores ortonormais ὢ  ρ π π ȟ ὣ  π ρ π  e 

ὤ  π π ρ . 
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Figura 13: Sistema de Coordenadas do Sensor VLP-16, adaptado de velodyne.com manual do usuário. 

Para (GROETELAARS, 2011), o Laser Scanning é uma tecnologia que executa 

uma varredura das superfícies dos objetos com diversos feixes de laser resultando 

em uma nuvem de pontos. Existem lasers com diversas características e dependendo 

da sua aplicação, das dimensões do cenário de coleta da nuvem de pontos, o laser 

pode ser usado na captura da geometria de inúmeros objetos, de tamanhos variados, 

de formas simples ou complexas com precisão milimétrica. 

A representação obtida diretamente pelo scanner tridimensional é o modelo 

geom®trico ñnuvem de pontosò. Assim, cada ponto ή obtido pelo laser possui 3 

componentes com respeito ao sistema de coordenadas formado pelos vetores 

ortonormais ὢȟὣȟὤ, tal que ήᴆ  ή  ή  ή  (HWANG et al., 2016). 

Para (TOMMASELLI, 2003), os sistemas de varredura a laser possuem maior 

velocidade de coleta de dados e possibilidades de automação mais eficientes. Devido 
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à velocidade na coleta de dados, tempo de processamento e possibilidade de alta 

densidade de nuvem de pontos os lasers têm sido cada vez mais empregados em 

levantamento de superfícies. Seguem diversas outras características da varredura 

laser: 

¶ É um método ativo, ou seja, o sensor emite feixes de laser e registra o sinal 

refletido, e são menos afetados por condições adversas de clima como neblina 

e poeira; 

¶ O sensor pode ser operado remotamente, não havendo necessidade de 

intervenção humana durante seu funcionamento; 

¶ Logo após a varredura, é possível ter a nuvem de pontos com identificação de 

superfícies, posicionamento de objetos em relação ao sensor e suas 

dimensões;  

¶ É possível obter alta densidade da nuvem de pontos ocasionando na 

redundância de informações dos objetos; 

¶ Realizando mais de uma varredura ou usando mais de um sensor, é possível 

combinar seus dados e cobrir grande parte das superfícies dos objetos; 

¶ Diversos sistemas possuem software para identificação automática de objetos 

e realiza buscas de pontos isolados incluindo ou isolando o mesmo em 

aglomerados pertencentes a um objeto. 

Existem dois sistemas de varredura laser: os sistemas estáticos que são 

posicionados em locais fixos e normalmente capturam dados do mesmo cenário, e os 

sistemas dinâmicos que a varredura pelo laser é realizada em plataformas móveis, 

como aviões ou veículos terrestres para medir a distância entre os objetos e o veículo 

que possui o sensor. Em ambos os sistemas de varredura os dados do laser podem 

ser coletados e posteriormente analisados ou processados em tempo real. Quando é 

necessário processamento e análise em tempo real se faz uso de processadores de 

alto desempenho embarcados (DALMOLIN & SANTOS, 2004). 

Diversas áreas utilizam a varredura laser devido a precisão e rapidez da geração 

e aquisição dos dados e informações necessárias (ROCHA, 2002), são elas: 
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¶ Mineração e mapeamento geológico;  

¶ Levantamento topográfico; 

¶ Geotécnica, modelagem geofísica e de terrenos; 

¶ Medições de estradas e ferrovias; 

¶ Modelagem tridimensional de plantas industriais; 

¶ Documentação de estruturas consideradas patrimônios históricos; 

¶ Design de interiores; 

¶ Fabricação de moldes de peças descontinuadas. 

Para (ROCHA, 2002), o uso do laser scanner na mineração possui grandes 

vantagens em relação aos outros métodos tradicionais, o rendimento, a velocidade de 

atualização dos dados e a segurança da equipe de campo são fatores que destacam 

seu uso. Alguns exemplos de aplicações na mineração são: 

¶ Medição de inclinação de talude; 

¶ Cálculo de volume de pilhas pulmão e depósito de estéril; 

¶ Monitoramento de erosões e trincas em taludes; 

¶ Identificação de volume em caçambas dos caminhões de mina. 

2.3.1 Nuvem de Pontos 

Durante o desenvolvimento de uma pesquisa em (MARCON e FERRAO, 2016), 

observou-se que para garantir a autonomia de um sistema para mapear ambientes e 

identificar objetos sem interferência humana são necessários sensores que medem 

profundidade. Portanto, métodos para detecção e extração de objetos em uma nuvem 

de pontos são de grande importância devido a sua presença cada vez mais frequente 

no sensoriamento de sistemas autônomos.  

Num estudo realizado em (CÉSAR, 2016) mostra que a análise dos principais 

componentes e a classificação dos pontos na nuvem tridimensional pode ser realizada 

através de uma técnica para reduzir o número de variáveis usando Matriz de 

Variâncias e Covariâncias (MVC) da nuvem de pontos obtida. As variáveis que 

compõem o novo sistema de coordenadas, chamadas de Componentes Principais 
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(CP), podem ser encontradas da rotação do sistema original na mesma direção de 

variabilidade máxima dos dados, gerando uma descrição mais simples da estrutura 

de covariância (PONTOS e VIRTUAL, 2010). 

Assim, em uma nuvem de pontos tridimensional, é possível encontrar a MVC de 

cada ponto considerando um subconjunto de Ὥ ρȟȣȟὲ pontos vizinhos localizados 

dentro de uma esfera de raio ὶ, onde o centro é o próprio ponto de interesse ή  

(CÉSAR, 2016), como ilustra a Figura 14. 

 

Figura 14: Nuvem de pontos tridimensional e seleção do conjunto de pontos situados a uma distância ► do 
ponto central P (CESAR, 2016). 

A técnica citada é normalmente usada para identificar aglomerados de pontos ou 

regiões planas na nuvem de pontos. 

2.3.1.1 Extração de planos em nuvem de pontos 

Para reconhecimento de planos em nuvem de pontos, uma abordagem 

amplamente usada é o método de consenso de amostragem aleatória, no inglês 

Random Sample Consensus (RANSAC), descrito por Fishler e Bolles em 1981 como 

um algoritmo de regressão robusta. Esse método tem sido aplicado com sucesso à 

extração de planos, tanto individuais (WAHL e colab., 2005) quanto integrado a 

diferentes frameworks de otimização (BAZARGANI et al., 2015). 

A abordagem descrita por (TODA e KUBOTA, 2014) segue pela seguinte equação 

geral de um plano: 

 ὃὢ ὄὣ ὅὤ Ὀ π (3) 
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onde ao menos um dos parâmetros ὃ, ὄ, e ὅ devem ser não nulos. Supondo que um 

dado ponto ήᴆ  ή  ή  ή  no espaço euclidiano pertence ao plano definido pelo 

vetor de coeficientes da Equação (3), Ὤ  ὃ  ὄ  ὅ  Ὀ , tem-se, em notação vetorial, 

que: 

  ὃ  ὄ  ὅ  Ὀ Ͻ

ὢ
ὣ
ὤ
ρ

πȢ (4) 

 ὬϽήᴆ
ρ

πȢ (5) 

  A distância euclidiana Ὠ entre qualquer ponto ήᴆ e um plano Ὤ é dada por: 

 Ὠ ὬϽήᴆ
ρ

 (6) 

Se o ponto ήᴆ pertence ao plano Ὤ então Ὠ π, obedecendo à Equação (5). 

Com a Equação (6), é possível determinar se um determinado ponto ήᴆ está dentro 

ou fora de um limite de distância ὸ do plano Ὤ. Então, a quantidade de pontos da nuvem 

ὔ ήᴆȟήᴆȟȣȟήᴆ que estão dentro do limite de distância ὸ do plano Ὤ pode ser 

computada usando a Equação (7): 

 ὪὬȟὔ ὬϽήᴆ
ρ

ὸ (7) 

Esta é a função de aptidão para o RANSAC quando aplicado à extração de planos 

em nuvem de pontos. Esta função fornece a quantidade de pontos da nuvem ὔ que 

se encontram a uma distância menor que ὸ do plano candidato Ὤ. O limiar ὸ é uma 

tolerância usada para compensar por irregularidades nos planos e ruídos nos dados 

(WAHL et al., 2005). 

Os dados gerados pelo laser não são similares ao que é visualizado pelo olho 

humano, o que pode causar dificuldade à adaptação dos usuários como ilustrado na 

Figura 15. Porém, os dados do laser não sofrem grandes interferências como as 

câmeras RGB em condições climáticas ruins, o que possibilita identificar distâncias 
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com melhor precisão, desde que realizada por um sistema computadorizado 

(GROETELAARS, 2011). 

 

Figura 15: Imagem de varredura de sensor de laser (velodynelidar.com). 

2.4 Fusão de dados e calibração de sensores 

Segundo (ROBERT A. SCHOWENGERDT, 2012), se divide os métodos de fusão 

de dados em três grupos: modelo de domínio espacial, domínio espectral e as que 

utilizam operações algébricas. 

O método de domínio espacial separa as informações de alta frequência da 

imagem e a relaciona com a imagem multiespectral. A técnica High-Pass Filter e as 

funções que usam Wavelets fazem parte dessa categoria. 

O modelo de domínio espectral possui processos para transformar a imagem 

multiespectral em um conjunto de bandas, sendo uma delas correlacionada com a 

imagem pancromática. São exemplos desse modelo as componentes IHS, Gram-

Schmidt. As funções que operam pixel-a-pixel de forma aritmética com normalização 

de cores e de forma multiplicativa fazem parte dos modelos algébricos. 

Segundo (VELAS et al., 2014), o grande desafio da tarefa de calibração é a 

capacidade de lidar com os sensores em posições diferentes, obter os requisitos 

mínimos para configurar uma cena preservando a precisão do resultado. Para cumprir 

esses objetivos, a calibração é realizada em duas etapas. Primeiro, uma calibração 

grosseira e depois um refinamento é aplicado para obter uma calibração mais precisa. 

2.4.1 Calibração da câmera RGB com Laser 

Informações sobre a calibração do sensor Velodyne com a câmera RGB podem 

ser encontradas em diversos trabalhos de classificação de imagens, percepção e 
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mapeamento de ambiente. Para este estudo será usado um método proposto em  

(VELAS et al., 2014), que descreve a calibração automática de imagens RGB com a 

nuvem de pontos do Velodyne. 

De acordo com (VELAS et al., 2014), a solução consiste em duas etapas. Em 

primeiro lugar é realizada uma calibração grosseira, identificando um ponto que possa 

ser facilmente encontrado na câmera e nos dados do Velodyne, e então são 

encontrados os demais pontos correspondentes. 

Após a calibração grossa usando um marcador 3D, é realizada uma estimativa 

mais precisa pela busca de todos os 6 graus de liberdade (translação e rotação). Esse 

método segue o processo de busca de grade regular proposto em (LEVINSON e 

THRUN, 2014), para sua detecção de erros de validação. 

Os parâmetros finais de calibração são escolhidos como o ponto do espaço do 

parâmetro com a função máxima ou o ponto obtido pela média dos múltiplos pontos 

com o valor de aptidão acima de um determinado limiar. Mesmo no caso mais geral 

da calibração, todos os seis graus de liberdade que descrevem a translação e rotação 

devem ser considerados (VELAS et al., 2014). As etapas de calibração são detalhadas 

na seguinte sequência: 

2.4.1.1 Calibração grosseira: 

a. Identificação de bordas na imagem RGB e na nuvem de pontos; 

b. Detecção de um marcador 3D (centros de círculos): 

i. Na imagem da câmera RGB usando transformada de Hough; 

ii. Na nuvem de pontos usando o algoritmo de detecção de planos baseado 

em RANSAC; 

c. Estimativa de tradução entre ambos os sensores no espaço tridimensional. 

2.4.1.2 Calibração fina 

a. Pesquisa de um subespaço menor para calibração; 

i. Projeção da nuvem de pontos com detecção de bordas para o plano da 

imagem; 
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ii. Detecção de borda e a transformação de distância inversa da imagem da 

câmera; 

iii. Correlação cruzada dessas duas imagens. 

 

A detecção de bordas na nuvem de pontos gerada pelo laser baseia-se no 

pressuposto de que as descontinuidades de profundidade nos dados representam 

bordas na cena real. Ou seja, é possível atribuir um determinado valor a cada ponto 

ὠ medido que depende da sua medida de profundidade e da profundidade de seus 

pontos vizinhos conforme mostra a Equação (8) descrita em (VELAS et al., 2014). 

 

 ὠ ÍÁØ ή ήȟή ή ȟπ  (8) 

onde ή representa o alcance do i-ésimo ponto da nuvem de pontos e ‎ é a constante. 

O menor ‎ é o valor mais alto atribuído aos pontos de baixa distorção 

relativamente aos pontos com alta distorção. Os valores de ὠ são normalizados dentro 

de um range (0;1).  

Para detecção e calibração através da câmera RGB, usa-se o operador Sobel, 

que produz saídas menos ruidosas (LEVINSON e THRUN, 2014). Os objetos então 

são detectados usando a transformação de Hough (YUENH.K., 1989). 

2.5 Aprendizado de máquina 

Como descrito anteriormente, os veículos inteligentes são sistemas complexos. É 

necessário que eles interpretem as variáveis do seu ambiente, identificando os 

obstáculos ao seu redor e a área de navegabilidade a fim de tornar a dirigibilidade 

correta e segura (HABERMANN, 2016). 

Em um cenário de mineração é de grande importância que o sistema do veículo 

inteligente identifique outros equipamentos, obstáculos diversos e a pista de rolagem. 

Para essa identificação são empregadas técnicas de aprendizado de máquina para 

identificar os obstáculos e superfícies ao seu redor do equipamento de forma 

automática. As pesquisas nessa área de conhecimento vêm sendo aprimorada nas 
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últimas décadas para serem aplicadas em diversas situações como fraudes em 

operações bancárias até a operação de veículos inteligentes (MITCHELL, 1997). 

Para (P. MURPHY, 2012), a definição de aprendizado de máquina é o conjunto 

de métodos computacionais que pode detectar de forma automática os padrões em 

dados e posteriormente usar esses padrões para fazer predições sobre os dados 

futuros.  

As técnicas de aprendizagem de máquina são divididas em três grupos: 

aprendizado supervisionado, aprendizado não supervisionado e aprendizado por 

reforço (P. MURPHY, 2012). A seguir são apresentados o aprendizado supervisionado 

e não supervisionado; o aprendizado por reforço não será abordado neste trabalho. 

2.5.1 Aprendizado supervisionado 

O principal objetivo do aprendizado supervisionado é usar exemplos que estão 

pré-classificados para induzir o modelo de classificação, ou seja, exemplos que estão 

nomeados dentro de uma classe determinada, também conhecida por conjunto de 

treinamento (HABERMANN, 2016). 

2.5.2 AdaBoost 

O AdaBoost é um método de aprendizado de máquinas criado por Freud e Shapire 

no final da década de noventa. Seu princípio de funcionamento se baseia na ideia de 

criar uma regra de predição de elevada precisão por meio da combinação de várias 

regras de classificação de baixa precisão, chamados de classificadores fracos. O 

AdaBoost é um método adaptável: as classificações subsequentes são ajustadas 

favorecendo as instâncias anteriores classificadas negativamente. Esse algoritmo 

utiliza classificadores simples que com uma reta separa os dados em dois grupos 

(HABERMANN, 2016). 
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2.5.3 Support Vector Machine 

Segundo (SCHÖLKOPF, 2001), Support Vector Machine (SVM) é um método de 

aprendizado de máquina supervisionado utilizado para classificação. Essa técnica 

procura encontrar o melhor hiperplano capaz de separar o conjunto de dados de 

treinamento em duas classes. No hiperplano existem margens que são determinadas 

pela distância entre este e o elemento mais próximo a ele. Quanto maior a margem 

de ambas as classes melhor o hiperplano. Na Figura 16, existem três hiperplanos, H1, 

H2 e H3. O hiperplano H2 e H3 conseguem separar o conjunto de treinamento, porém 

o H1 não consegue. Comparando H2 e H3, percebe-se que a margem de H3 

(identificado na figura por W3) é maior do que H2. 

 

 

Figura 16: Hiperplanos separando pontos no treinamento. Hiperplano H3 possui maior margem 
(HABERMANN, 2016). 

Na Figura 17, o hiperplano é representado pela linha vermelha e as setas entre 

as linhas tracejadas indicam a dimensão da margem. Na Figura 17(a), é apresentado 

o caso linear e a Figura 17(b) o caso não linear. Uma função Kernel, que é uma função 

não paramétrica para estimar a densidade de probabilidade relacionada a uma 

variável aleatória, deve ser usada no caso não linear para criar um espaço onde as 

classes são separáveis por um hiperplano. Uma vez feito isso, o método torna-se 

similar ao caso linear (SCHÖLKOPF, 2001). 
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Figura 17: Separação de pontos por hiperplanos. Em (a) caso linear e (b) caso não linear (HABERMANN, 
2016). 

2.5.4 Redes Neurais Artificiais 

Para (MITCHELL, 1997), as Redes Neurais Artificiais (RNA) são modelos 

matemáticos inspirados na complexa rede de neurônios do cérebro humano. Essas 

RNAs podem ser aplicadas com sucesso para aprendizado de exemplos que possuem 

funções de valores reais ou discretos. 

Para (HABERMANN, 2016), as características que mais se destacam nas RNA 

são a capacidade de aprender através de exemplos (padrões, amostras, etc), a 

generalização do conhecimento recebido, a atuação como mapeadores de entrada e 

saída (aprendizado supervisionado), além de ser tolerante a falhas. 

O Multi-Layer Perceptron (MLP) é umas das RNAs mais conhecidas. Um estudo 

realizado por (HABERMANN, 2016) descreve as RNAs como um conjunto de 

neurônios localizados em camadas organizadas em sequência. Geralmente uma rede 

neural MLP dispõe de 3 camadas, como ilustrado na Figura 18. A camada de entrada, 

que recebe os dados a serem inseridos na rede, a camada escondida, a qual realiza 

o cálculo dos pesos (conexões) com os dados de entrada, e a camada de saída, que 

fornece os resultados (HABERMANN, 2016). 
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Cada neurônio de uma camada é conectado com todos os neurônios das 

camadas posteriores e anteriores, com um determinado peso. Para que os dados de 

entrada sejam corretamente relacionados às saídas esperadas, é preciso estimar 

corretamente os pesos que conectam os neurônios da rede. A estimativa é realizada 

na etapa de aprendizado, que consiste em usar exemplos já classificados e um 

algoritmo próprio de treinamento (HABERMANN, 2016). 

 

Figura 18: Ilustração de uma rede neural artificial (Haykin, 1998). 

O método de treinamento das RNA MLP comumente usado é o aprendizado 

supervisionado back-propagation.  Esse algoritmo opera em forma de pares de 

entrada e saída por meio da correção de erros, ajustando os pesos da RNA. O 

treinamento acontece em duas etapas: forward e backward. A etapa forward define a 

saída da rede para um determinado padrão de entrada. Já a etapa backward utiliza a 

saída fornecida pela RNA e a saída desejada para determinar o erro da resposta e 

atualizar os pesos de suas conexões (HABERMANN, 2016).  

Existem também as Redes Neurais Convolucionais (CNNs) que são baseadas nas 

RNAs, mas utilizam a convolução em uma ou mais camadas de sua estrutura. As 

CNNs se mostraram ser eficientes em tarefas de reconhecimento de vídeo e imagens, 

porém necessitam de grande quantidade de dados rotulados para o treinamento 

(CARNEIRO e SILVA, 2017). 

As CNNs são compostas por uma sequência de camadas e cada uma destas 

possui uma função específica na propagação do sinal de entrada. A Figura 19 mostra 
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a arquitetura de uma Convnet e suas três principais camadas: convolucionais, de 

pooling e totalmente conectadas. Os atributos dos volumes de entrada são extraídos 

pelas camadas convolucionais. As camadas de polling tem a finalidade de reduzir a 

dimensão do volume resultante posteriormente das camadas convolucionais e ajudam 

a tornar a representação invariante e pequenas translações de entrada. As camadas 

totalmente conectadas têm a responsabilidade de propagar o sinal através da 

multiplicação ponto a ponto e também o uso de uma função de ativação. O resultado 

de saída de uma CNN é basicamente a probabilidade da imagem de entrada pertencer 

a uma das classes para qual a rede foi treinada (REN et al., 2017). 

. 

 

Figura 19: Configuração da rede neural Convnet classificadora de imagens e suas principais camadas. 
Adaptado de (Ren et al., 2017). 

2.5.4.1 Camada convolucional 

Para (SALIMANS et al., 2017), as camadas convolucionais são compostas por um 

conjunto de convoluções que recebem um volume ou arranjo 3D na entrada. As 

convoluções se estendem por toda profundidade do volume de entrada e possui 

dimensões reduzidas. Por exemplo, quando a imagem é colorida ela possui três 

canais e o filtro pertencente à primeira camada convolucional será 5x5x3, sendo 5 

pixels de altura, 5 de largura e 3 de profundidade. Durante o processo de treinamento 

da rede, esses filtros são ajustados para que sejam ativados somente quando houver 

presença de características importantes identificadas no volume de entrada, como 

orientação de bordas ou manchas de cores.  
































































































